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Cadre du problème

Cadre du problème

I Objectif : étiquetage (segmentation) d'une séquence numérique �nie

I Notation :
I Séquence d'observations : X = (x1, . . . , xT )
I Séquence de labels : Y = (y1, . . . , yT )

I Séquence de labels optimale :

Y∗ = argmax
Y
{P(Y|X)}

= argmax
Y

{
P(Y,X)

P(X)

}

= argmax
Y
{P(Y,X)}
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Modèles de Markov Cachés & Hypothèse de Markov

Hypothèse de Markov
La probabilité d'avoir une certaine étiquette à l'étape t ne dépend que de
l'étiquette à l'étape t − 1.

Segmentation pour un HMM : Y∗ = argmax
Y
{P(Y,X)}.

Loi jointe pour un HMM

P(X,Y) = P(y1)× P(x1|y1)×
T∏

t=2

P(yt |yt−1)× P(xt |yt)

Deux défauts :

I calcul de P(Y,X) au lieu de P(Y|X)

I indépendance des données X
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Modèles de Markov à Entropie Maximale

Segmentation pour un MEMM : Y∗ = argmax
Y
{P(Y|X)}.

Loi conditionnelle pour un MEMM

P(Y|X) = P(y1|x1)×
T∏

t=2

P(yt |yt−1,X) , où
∑

y ′

Py (y ′|X) = 1

Un défaut :

I problème �label biais� (La�erty, 2007[3])
Le défaut est dû à la propriété de normalisation des lois de transition.
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Champs de Markov Conditionnels

Segmentation pour un CRF : Y∗ = argmax
Y
{P(Y|X,W )}.

Loi conditionnelle pour un CRF

P(Y|X,W ) =
score(X,Y,W )

ZW (X)
=

eW ·F (X,Y)

∑
Y′ eW ·F (X,Y′)

F (X,Y) est le vecteur de caractéristiques de taille L :

F (X,Y) =
T∑

t=1

f (t,X,Y) =

(
T∑

t=1

f1(t,X,Y), . . . ,
T∑

t=1

fL(t,X,Y)

)

Exemple pour un problème de NER . . .
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Champs de Markov Conditionnels Apprentissage & Inférence

I Apprentissage du vecteur de poids W sur BA = {(Xn,Yn)n∈{1,...,N}} :
W ∗ = argmax

W

{L(W )}

où, L(W ) =
N∑

n=1

log (P(Yn|Xn,W )) =
N∑

n=1

( W · F (Xn,Yn)− log(ZW (Xn)) )

Remarque : L(W ) est une fonction objectif convexe.

Utiliser une méthode de descente de gradient : par exemple, la méthode de

quasi-Newton à mémoire limitée LBFGS (Liu, 1989[4]).

I Inférence selon la topologie du graphe à états :
chaîne : algorithme de Viterbi

arbre : algorithme Belief Propagation (Weiss, 2001)
graphe qcq : algorithme Loopy Belief Propagation (Murphy, 1999)

Exemple dans le cas d'une chaîne . . .
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Algorithme de Viterbi (Inférence dans le cas d'une chaîne)

Segmentation pour un CRF : Y∗ = argmax
Y
{P(Y|X,W )}

⇐⇒ y∗1 , . . . , y
∗
T = argmax

y1,...,yT

{P(y1, . . . , yT |x1, . . . , xT ,W )}

FORWARD

Soit I , l'ensemble des étiquettes distinctes.
(Initialisation) ∀i ∈ I , α1(i) = P(y1 = i |x1,W ) ∝ W · F (x1, i)
(Récursion) ∀i ∈ I , αt(i) = P(yt = i |x1, . . . , xt ,W ) , où t ∈ {2, . . . ,T}

=
∑

j∈I
P(yt−1 = j , yt = i |x1, . . . , xt ,W )

∝ W · F (x , i , j)
On pose alors :

δt(i) = max
j
{
∑

j∈I
P(yt−1 = j , yt = i |x1, . . . , xt ,W )}

ψt(i) = argmax
j

{
∑

j∈I
P(yt−1 = j , yt = i |x1, . . . , xt ,W )}
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Algorithme de Viterbi (Inférence dans le cas d'une chaîne)

Soit Λ, le cardinal de l'ensemble I des étiquettes distinctes (#I = Λ).

Phase aller : [δt(i)]

état\ t 1 2 3 . . . T

1 δ1(1) δ2(1) δ3(1) . . . δT (1)

2 δ1(2) δ2(2) δ3(2) . . . δT (2)

. . . . . . . . . . . . . . . . . .

Λ δ1(Λ) δ2(Λ) δ3(Λ) . . . δT (Λ)

Phase retour : [ψt(i)]

état\ t 1 2 3 . . . T

1 - ψ2(1) ψ3(1) . . . ψT (1)

2 - ψ2(2) ψ3(2) . . . ψT (2)

. . . - . . . . . . . . . . . .

Λ - ψ2(Λ) ψ3(Λ) . . . ψT (Λ)

Ici, on aurait : Y∗ = (ψ2(2), 2, 1, . . . , ψT (Λ),Λ).
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Notion de segment

Segment
Un segment Sj est une sous-séquence de la séquence d'observation X.
On pose : S = (S1, . . . ,SJ) où, Sj = (tj , uj , yj)j∈{1,...,J} et J ≤ T .

Formellement : ∀j ∈ {1, . . . , J}, (∀xi/tj ≤ i ≤ uj , Y(xi ) = yj).

Deux propriétés :

1. ∀j , 1 ≤ tj ≤ uj ≤ |S| = J

2. uj + 1 = tj+1
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Champs de Markov Conditionnels Segmentaux

Segmentation pour un semi-CRF : S∗ = argmax
S
{P(S|X,W )}.

Loi conditionnelle pour un semi-CRF

P(S|X,W ) =
score(X,S,W )

ZW (X)
=

eW ·G(X,S)

∑
S′ eW ·G(X,S′)

G (X,S) est le vecteur de caractéristiques segmentales de taille K :

G (X,S) =
J∑

j=1

g(j ,X,S) =




J∑

j=1

g1(j ,X,S), . . . ,
J∑

j=1

gK (j ,X,S)



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Apprentissage dans un semi-CRF

Soit BA = {(Xn,Sn)n∈{1,...,N}}.

On cherche : W ∗ = argmax
W

{L(W )}.

où, L(W ) =
N∑

n=1

log (P(Sn|Xn,W )) =
N∑

n=1

log

(
eW ·G(Xn,Sn)

ZW (Xn)

)

=
N∑

n=1

(
W · G (Xn,Sn)− log(

∑

S
eW ·G(Xn,S))

)

or, ∇W log

(∑

S
eW ·G(Xn,S)

)
=

∑
S G (Xn,S) · eW ·G(Xn,S)

∑
S′ eW ·G(Xn,S′)

Donc :

�
�

�

∇W L(W ) =

N∑

n=1

(
G (Xn,Sn)−

∑
S G (Xn,S) · eW ·G(Xn,S)

ZW (Xn)

)
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Inférence pour un modèle segmental

En général, pour l'inférence :

I modèle séquentiel classique : calculs de programmation dynamique
linéaires en la longueur de la plus longue séquence

I modèle séquentiel segmental : calculs de programmation dynamique
cubiques en la longueur de la plus longue séquence (Sarawagi, 2006[2])

Exemples d'algorithmes d'inférence dynamiques :
I méthodes de coupe par plan (Tsochantaridis et al., 2005)
I méthodes de gradient (Bartlett et al., 2005)

Dans l'article (Sarawagi, 2006[2]), il est proposé un algorithme d'inférence
qui permet d'abaisser la complexité.
[Idée] : exprimer les caractéristiques segmentales de manière plus
compacte (exploiter les �chevauchements�)

Nicolas Cheifetz Conditional Random Fields pour le traitement de séquences

Introduction
Di�érents modèles Markoviens

Algorithme d'inférence e�cace pour des modèles segmentaux
Quelques applications

Conclusion

Score d'une séquence segmentale

Score d'une séquence segmentale

Rappels :
I X = (x1, . . . , xT ) : séquence d'observations
I S = (S1, . . . ,SJ) où, Sj = (tj , uj , yj)j∈{1,...,J} et J ≤ T
I inférence classique : S∗ = argmax

S
{P(S|X,W )}

Soient deux �potentiels� :
I θtj (yj−1, yj) : potentiel de transition
I θtj :uj (yj) : potentiel segmental

Score total pour S : score(S) =
J∏

j=1

θtj (yj−1, yj)× θtj :uj (yj).

Inférence :
S∗ = argmax

S
{log(score(S))}

= argmax
S





J∑

j=1

log
(
θtj (y−j , yj)

)
+ log

(
θtj :uj (yj)

)



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NP Chunking
Reconnaissance de gestes
Localisation de gènes

Problème NER (Named Entity Recognition)

NER (aussi appelé Entity Identi�cation ou Entity Extraction)
Sous-tâche d'extraction d'informations qui vise à localiser et classer les
éléments atomiques (mots) dans le texte en catégories prédé�nies.
Par exemple : les noms de personnes, les organisations, les lieux, etc.

Taux de performance F1

Taux =
2× Precision × Rappel

Precision + Rappel

I Precision = taux de BC d'observations
associés à un label sur l'ensemble des
observations

I Rappel = taux de BC d'observations
associés à un label sur l'ensemble des
observations de ce label
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Problème NP Chunking (Noun Phrases Chunking)

NP chunking
Divise des phrases en expressions nominales sans chevauchement.

Autre exemple..

POS tagging ou POST
Processus d'attribution d'un marqueur (étiquette) à un mot du
Part-of-speech, comme substantif, verbe, pronom, préposition, adverbe,
adjectif ou un autre marqueur de catégorie lexicale.

Nicolas Cheifetz Conditional Random Fields pour le traitement de séquences



Introduction
Di�érents modèles Markoviens

Algorithme d'inférence e�cace pour des modèles segmentaux
Quelques applications

Conclusion

NER
NP Chunking
Reconnaissance de gestes
Localisation de gènes

Données de type signal
Projet PIAD n�25 en M1[6]

Sujet : concevoir un outil de base
pour la manipulation, le traitement de
données et la reconnaissance de
gestes échantillonnés à partir des
accélérations d'une manette Wii.

Un CRFBranch pour

la classi�cation de séquences.

Nom du modèle Taille de Taille de Nb d'exp Taux de reco Ecart-type
la BA la BT pondéré

DTW1 10 20 3 57% 15.13%
DTW3 10 20 3 66% 11.36%
LibSVM 10 20 4 39.25% 25.61%

CRFBranch1 90 180 6 93.36% 2.76%
CRFBranch2 90 180 6 93.56% 3.01%
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Recherche de gènes dans un génome

I Cadre du Problème :

Recherche de gènes (sous-séquences) dans
une génome (séquence numérique).

I Apprentissage sur les gènes mis bout à bout
dans des séquences.

I Inférence : reconnaître des sous-séquences
dans la séquence de test.

I Hypothèse :

Un gène commence par le motif ATG.

I Approche segmental :
Fonction caractéristique segmentale capable
de déterminer des segments commençant
par ATG.
Chaque classe correspondrait au nom d'un
gène.
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Synthèse

I Mise en évidence des défauts de certains modèles séquentiels
Markoviens.

I Pertinence d'une approche segmentale pour des données séquentielles.
Calculs des propriétés des caractéristiques sur les segments et non plus
sur des observations seules

I Présentation des étapes d'apprentissage et d'inférence pour des
modèles conditionnels Markoviens segmentaux.
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Intégrale de Choquet ? . . .

I Segmentation sur des modèles markoviens conditionnels segmentaux :

P(Y|X) =
∑

S∈S(Y)

P(Y,S|X,W )

I Durant l'Apprentissage : segments ∼= variables cachées.
Donc, l'optimisation sur W pourrait être non convexe.

I Intégrale de Choquet :
I critère non linéaire
I pouvoir descriptif
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