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1 Introduction

L'objectif est l'identi�cation du locuteur d'un discours. Ici, il
s'agit de distinguer les discours de Jacques Chirac des discours
de François Mitterrand. Nous reprenons les données fournies
lors de la compétition DEFT'05 [2].

Le but est l'étiquetage de séquences �nies de mots (phrases). Autrement dit, il faut identi�er le
meilleur label (également appelé étiquette, ou classe) Y connaissant la séquence X, où X représente
une phrase de taille variable.

Notation :

� phrase (ou séquence de mots) : X = (x1, . . . , xT )
� classes (discours de J. Chirac et F. Mitterrand) : Y = {YC ,YM}

On a bien : ∀X, #(X), �ni.

Nous allons utiliser un modèle de type perceptron combiné à une technique de Boosting. Le perceptron
est un classi�eur linéaire ; par contre un perceptron �boosté� est un classi�eur non linéaire. L'implé-
mentation de ces travaux sera faite en Octave.

1.1 Ressources

Nos travaux sont basés sur le cours du module MAIAD[3] et sur le cours Boosting de J. Mary[4].
Les données textuelles ont été tirées du site de la compétitionDEFT[1]. Ces données ont été prétraitées
à l'aide de scripts écrits en perl : certains ont été écrits par nous et d'autres sont disponibles sur le
site dédié au module [3].

2 Techniques d'apprentissage et validation des modèles

Nous nous plaçons dans un cadre super-
visé. Autrement dit, il faut apprendre nos
modèles sur des données d'apprentissage
et on les teste à partir de données test.

Pour tester nos modèles d'apprentissage,
nous avons créer une base de données
gaussiennes de deux classes :

- la première population est centrée en
(2, 0), d'étendue 2 et comporte 70 élé-
ments ;

- la seconde population est centrée en
(5, 0), d'étendue 1 et comporte également
70 éléments.

La base d'apprentissage est composée de 40 éléments : 20 de chaque classe. Donc, la base de test
comprend 100 éléments, avec 50 éléments pour chaque classe.
On a : #BA = 40 et #BT = 100.

Pour une meilleure classi�cation, on ajoute un biais aux modèles les données passées aux modèles
d'apprentissage. Autrement dit, on ajoute une colonne de 1 aux données (si chaque donnée est sur une
ligne) avant l'apprentissage.
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2.1 Boosting

Le boosting est une technique générale qui améliore la règle de décision pour un modèle donné.
Au départ, tous les points d'apprentissage ont un poids identique. Puis, au cours des itérations de
Boosting, l'algorithme distribue un poids à chaque point, di�érent selon son importance ; un point est
de plus en plus important pour l'algorithme si il reste mal classé. Un classi�eur faible devient alors
un classi�eur très e�cace après la phase de Boosting. De plus, le Boosting est très robuste face au
surapprentissage.

Remarque : lors de l'apprentissage, si un point excentré est mal classé, l'approche Boosting donnera à
ce point un poids plus grand que tous les autres points de la base. On appelle ces points, des outliers.
Ce problème peut être évité à l'aide d'heuristiques qui bornent l'in�uence de ces points.

2.2 AdaBoost

Notre approche par Boosting commence par l'étude d'un modèle assez simple mais plutôt perfor-
mant in �ne. Le classi�eur faible h, chargé de prédire la classe des données pour chaque itération du
Boosting, minimise l'erreur quadratique C :

Soit Ypred = h(X) = X ·W , où X (1× d) est la donnée (après ajout de biais) à classer,
W (d× 1) est le vecteur de régression,
et Ypred (1× 1), est la classe prédite.

C = min{(Ypred −Y)2}
= min{(Ypred −Y)t · (Ypred −Y)}
= min{(X ·W −Y)t · (X ·W −Y)}

Ce critère est convexe, donc on cherche W quand ∇WC(W ) s'annule : ∇WC = 0.
∇WC = 2Xt(X ·W −Y) = 0 ⇐⇒ XtX ·W −XtY = 0 ⇐⇒ W = (XtX)−1XtY
En Octave, on écrit alors la formule : W = (X′ ∗X)\(X′ ∗Y).

On reproduit ce calcul pour chaque étape de Boosting, on obtient alors la prédiction après Boosting
pour toutes les données (chaque prédiction faible est pondérée par un facteur alpha) :�� ��Ypred = sign(X×Ws)× alphas , où X (nbDatas× d) contient les données (avec biais) à classer,

Ws (d× nbBoost) contient les vecteurs de régression,
alphas (nbBoost× 1), contient les facteurs de pondération
Ypred (nbDatas× 1), est le vecteur contenant les classes prédites.

AdaBoost après 20 itérations de Boosting

Taux de bonne classi�cation = 83% ; Borne sur l'erreur empirique moyenne = 75%
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2.3 Perceptron

Un perceptron à seuil est un modèle de classi�cation linéaire.
La mise à jour classique du perceptron est : if(dx*(x*W)<0) then W = W + epsilon*dx*(x') ; .

Ici, nous utilisons deux améliorations :
� on normalise la mise à jour pour rendre le perceptron plus stable
� on introduit une marge de 1 pour que les points bien classés (mais proches de la frontière de
décision) participent à la mise à jour

La nouvelle mise à jour est :

if(dx*(x*W)<1) then W = W + epsilon*dx*(x')/sqrt(sum(x.2)) ; .

Taux de bonne classi�cation = 78%
Nb d'itérations = 1000 et epsilon = 0.01

Taux d'erreurs en fonction du nombre

d'itérations du perceptron

2.4 Perceptron et Boosting

Nous appliquons ici la méthode du Boosting sur le modèle amélioré du Perceptron de la partie
précedente 2.3. Comparé à la partie 2.2, le Perceptron remplace le classi�eur faible h. De plus, on ajoute
un type d'implémentation qui utilise successivement un vecteur de régression horizontal/vertical, dans
la phase de Boosting. Cette amélioration ne devrait donner de meilleurs résultats que dans le cas où les
données sont de petite dimension. On aboutit à un modèle plus performant que les modèles précédents
mais la durée de l'apprentissage est sensiblement plus longue.

BoostPerceptron après 20 itérations de Boosting et 100 itérations pour le Perceptron

Taux de bonne classi�cation = 88% ; Borne sur l'erreur empirique moyenne = 55.8%
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3 Classi�cation de données textuelles

3.1 Mise en oeuvre

On rapppelle que l'objectif est l'étiquetage de phrases issues des discours de J. Chirac et de F.
Mitterrand. Les phrases sont de tailles variables. Notre corpus de données comprend une base d'ap-
prentissage (entièrement étiquetée) de 57 413 phrases et une base de test de 27 162 phrases.

Théoriquement, l'apprentissage du modèle de classi�cation se fait uniquement sur la base d'ap-
prentissage. On ne connaît donc pas les mots de la base de test. Mais pour simpli�er l'implémentation,
nous construisons notre vocabulaire sur l'ensemble des bases de phrases. Le vocabulaire contient alors
33 648 mots.

Notre modèle d'apprentissage est un Perceptron linéaire à seuil augmenté d'une technique de Boos-
ting. Ce modèle prend en argument des vecteurs de taille �xe. Chaque vecteur correspond à une phrase.
A partir de là, il existe plusieurs représentations des mots dans chaque phrase : occurences, fréquences
ou apparitions des mots. Nous avons choisi de représenter une phrase comme un vecteur (de taille �xe)
de fréquences des mots du vocabulaire, car cette méthode est plus robuste.

Notation :

Fp = (f1, . . . , f|V |), où Fp est le vecteur représentant la phrase p,

ft est la fréquence du mot t,
|V | est la taille du vocabulaire.

La di�culté vient du fait que les capacités de stockage des machines actuelles ne nous permettent
pas de garder en mémoire l'ensemble des vecteurs de fréquences de la base d'apprentissage. En e�et,
la taille de cette matrice d'apprentissage est 57 413× 33 648 (de l'ordre de 2 Go de mémoire).

Nous avons alors hésité entre deux alternatives :

1. construire le vecteur de fréquences à chaque fois qu'il est demandé pour l'apprentissage. Le défaut
de cette méthode est que le même vecteur peut être généré plusieurs fois.

2. écrire, au préalable, chaque vecteur de fréquences dans un �chier lisible par Octave. Le défaut de
cette méthode est le nombre d'entrée/sortie nécessaire à chaque fois qu'un vecteur est demandé.

Nous avons choisi d'implémenter la première approche.

3.2 Remarques

1. après l'exécution des scripts perl mis à disposition sur le site du module[3], nous nous sommes
aperçus que les bases de données étaient légèrement di�érentes de celles proposées (sur le site
après extraction). Les tailles des bases sont identiques mais la taille du vocabulaire est di�érente ;
on trouve alors des séquences de mots avec des valeurs di�érentes pour chaque mot.

2. nous avons créé un script en plus : taille_voc.pl. Ce script nous sert juste à sauver la taille du
vocabulaire dans un �chier lisible par Octave.

3. pour Octave, la classe −1 est celle de J. Chirac et la classe 1 est celle de F. Mitterand

4. un alpha est négatif lorsque le perceptron correspondant a un taux de bonne classi�cation en
apprentissage inférieur à 0.5, de manière à retourner la prédiction. Donc lorsque ce taux approche
la valeur 0.5, le alpha correspondant est proche de 0.
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5. le �chier qui contient les phrases de test (non étiquetées) s'ap-
pelle �corpus.tache3.test.txt� et le �chier qui contient les labels
de ces phrases de test est �corpus.index.test�. On remarque
que ces deux �chiers ne contiennent pas le même nombre
de phrases (cela se voit par le nombre de ligne) : respec-
tivement 27 162 et 27 163 phrases ! Cependant, ces deux �-
chiers commencent par la phrase <105 :1> et se terminent
par la phrase <823 :34>. On remarque ensuite qu'il manque
la phrase <685 :63> dans �corpus.tache3.test.txt�. Le �chier
�corpus.index.test� étiquette donc une phrase qui n'est pas
présente dans le corpus de test.
On supprime alors la balise <685 :63> du �chier �cor-
pus.index.test�, comme si cette phrase n'avait jamais existé.

4 Description du code

Notre projet s'articule autour de :
� 17 �chiers :
� adaBoost.m : algorithme d'AdaBoost (genere_aleatoire, genere_aleatoire_indice, construire_h,
calcule_epsilon, calcule_epsilon_seq, calcule_alpha, calcule_Dres, calcule_Dres_seq, cal-
cule_Ypred, calcule_Ypred_seq, calcule_borne_erreur, calcule_borne_erreur_seq)

� base11.m : données gaussiennes de 70 éléments avec centre (2,0) et étendue = 2
� base22.m : données gaussiennes de 70 éléments avec centre (5,0) et étendue = 1
� cmdAdaBoost.m : commandes pour lancer le Boosting avec un classi�eur faible sur les bases
base11.m base22.m

� cmdBoostPerceptron.txt : commandes pour lancer le Boosting avec le Perceptron comme
classi�eur faible sur les bases base11.m base22.m

� cmdClassifText.txt : commandes pour lancer le Boosting avec le Perceptron comme classi-
�eur faible sur les données textuelles

� cmdClassifTextFast.txt : commandes pour lancer le Boosting avec le Perceptron comme
classi�eur faible sur les données textuelles ; le code a été optimisé (pas de copies en mémoire
des bases)

� cmdClassifTextFastVisual.txt : commandes pour lancer le Boosting avec le Perceptron
comme classi�eur faible sur les données textuelles avec visualisation des taux d'erreurs et de
bonne classi�cation ; le code a été optimisé (pas de copies en mémoire des bases)

� cmdClassifTextVisual.txt : commandes pour lancer le Boosting avec le Perceptron comme
classi�eur faible sur les données textuelles avec visualisation des taux d'erreurs et de bonne
classi�cation

� cmdInit.txt : commandes pour générer des bases gaussiennes
� cmdPerceptron.txt : commandes pour lancer le Perceptron sur les bases base11.m base22.m

� extractResultats.pl : script Perl pour rassembler dans le dossier Resultats_totaux les taux
de bonnes classi�cation des expériences contenues dans les dossiers Resultats, ResultatsFast
et ResultatsFastVisual ; le �chier créé est un �chier de données lisible par Octave

� generation.m : génére des bases gaussiennes (genere_2_gauss, genere_bases)
� perceptron.m : algorithme du Perceptron à seuil (perceptron, perceptron_indices, percep-
tron_indices_err, taux_erreur, taux_erreur_indices, toVectFreq, a�che_Err, a�che_Err_tot,
a�che_Err_app)

� plot_Resultats_totaux.txt : trace les graphes à partir des �chiers contenus dans le dossier
Resultats_totaux
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� prodGraphes.txt : trace les graphes de bonnes classi�cations et les graphes des taux de per-
formance à partir du dossier Modeles

� visualisation.m : utile pour l'a�chage des graphes des données jouets
� Datas3 : contient les données textuelles et leurs représentations séquentielles
� Modeles : contient les 'alphas' et 'Ws' de certaines expériences ; on peut utiliser les �chiers pour
faire de la classi�cation sur di�érentes bases de test

� Resultats : contient les résultats obtenus par le �chier de commandes cmdClassifText.txt
� ResultatsFast : contient les résultats obtenus par le �chier de commandes cmdClassifTextFast.txt
� ResultatsFastVisual : contient les résultats obtenus par le �chier de commandes
cmdClassifTextFastVisual.txt

� Resultats_totaux : contient les résultats obtenus par le �chier de commandes
extractResultats.pl

Remarque : Nous avons implémenté une deuxième version du perceptron qui retourne le vecteur de
poids W ayant obtenu jusque-là le meilleur taux de classi�cation sur la base d'apprentissage.

4.1 Source

Les sources se trouvent à l'adresse suivante :
http ://nicolas.cheifetz.free.fr/academic_work/MAIAD_APP.zip

5 Résultats

En plus du taux de bonne classi�cation, nous avons testé nos modèles à partir du critère �taux de
performance F1� :

Taux(β) =
(β2 + 1)× Precision×Rappel
β2 × Precision+Rappel

� Precision = taux de BC d'observations associés à un label sur l'ensemble des observations
� Rappel = taux de BC d'observations associés à un label sur l'ensemble des observations de ce
label

5.1 Principaux résultats

5.1.1 Expériences avec epsilon= 0.1, 700 itérations de perceptron et 15 itérations de

Boosting

http://nicolas.cheifetz.free.fr/academic_work/MAIAD_APP.zip
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Expériences avec 1/60

Expériences avec 1/30

Expériences avec 1/20

5.2 Ensemble des résultats

Tous nos résultats sont sauvés dans des �chiers lisibles par Octave. Ils se trouvent dans les dossiers
Resultats, ResultatsFast, et ResultatsFastVisual.

D'autres tests peuvent facilement être lancés à partir des �chiers du dossier Modeles (contenant les
'alphas' et les 'Ws') en lançant le �chier prodGraphes.txt.

6 Conclusion

Nous obtenons de meilleurs résultats sur des bases de petites tailles. Par contre, en prenant des
bases de plus grandes tailles, la croissance des critères d'évaluations est plus rapide.
Nous avons observé que nos critères d'évaluations ont un comportement constant lorsque le epsilon est
trop grand ou parfois lorsque les itérations du perceptron sont trop nombreuses.
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